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Zusammenfassung

Unser Ansatz zur Exploration und Analyse sehr großer Datenbanken basiert auf neuartigen Visua-
lisierungstechniken für multidimensionale Daten. Die prinzipielle Idee dabei ist die gleichzeitige
Darstellung möglichst vieler Datenobjekte am Bildschirm, wobei jeder Datenwert durch ein Pixel
des Bildschirms repräsentiert wird. Die Farbe des Pixels entspricht dem Abstand des jeweiligen Da-
tenwertes zum Anfragewert. Die Anordnung hängt von der Gesamtdistanz des Datensatzes in Bezug
auf die Anfrage und von der gewählten Visualisierungstechnik ab. Durch ein graphisches Benutzer-
interface kann der Benutzer seine Anfragen inkrementell ändern, wobei er durch das visuelle Feed-
back, das er bei Änderungen bekommt, in der Verfeinerung seiner Anfragen unterstützt wird. Ein
zentrales Anliegen dieses Papiers sind Bewertung und Vergleich unserer Visualisierungstechniken.
Bei der Bewertung von Visualisierungstechniken stehen nicht, wie sonst bei Leistungsvergleichen,
die CPU-Zeiten oder die Anzahl der Zugriffe auf den Sekundärspeicher im Vordergrund, sondern
die Wahrnehmbarkeit von Zusammenhängen und Eigenschaften der Daten. Analog zu den für Lei-
stungsvergleiche von Datenbanksystemen entwickelten Benchmarks werden deshalb für die Evalu-
ierung von Visualisierungstechniken künstlich erzeugte Testdaten mit vorgegebenen Eigenschaften
verwendet.

Schlüsselwörter: Datenexploration und -analyse, Data Mining, Visuelle Anfrageunterstützung
für Datenbanken, Visualisierung großer Datenmengen, Visualisierung multidi-
mensionaler multivariater Daten

1. Einleitung

Bei Entscheidungen ist es wichtig, im richtigen Augenblick die richtigen Informationen zur
Hand zu haben. Durch den schnellen technologischen Fortschritt steigt die Menge an Informa-
tion, die in gespeicherter Form verfügbar und für die Entscheidungsfindung potentiell von Be-
deutung ist, sehr schnell an. Nach neuesten Schätzungen verdoppelt sich die Menge an Infor-
mation, die weltweit vorhanden ist, alle 20 Monate. Eine Ursache für die ständig ansteigenden
Datenmengen ist die Automatisierung fast aller Vorgänge in Wirtschaft, Wissenschaft und Ver-
waltung. In der heutigen Zeit werden selbst einfache Vorgänge wie das Bezahlen mit Kredit-
karte oder das Telefonieren durch Computer erfaßt. Versuchsreihen in Physik, Chemie und Me-
dizin erzeugen große Mengen an Daten, die zumeist automatisch mit Hilfe von Sensoren
gesammelt werden. Beobachtungssatelliten werden schon bald täglich Datenmengen im Ter-
abytebereich sammeln und zur Erde übermitteln. Die gesammelten Daten gleichen Heuhaufen,
in denen die Stecknadeln wichtiger Informationen versteckt sind. Die großen Mengen gespei-
cherter Daten stellen eine wichtige Informationsressource dar; es ist in den meisten Fällen aber
recht schwer, die relevanten Informationen zu finden.

http://kops.ub.uni-konstanz.de/volltexte/2009/7080
http://nbn-resolving.de/urn:nbn:de:bsz:352-opus-70804
http://www.springer.com/


Die Speicherung großer Datenmengen erfolgt in der Regel mit Hilfe von Datenbanksystemen.
Heute verfügbare Datenbanksysteme unterstützen den Benutzer bei der Speicherung und Ver-
waltung der Daten (RASIS: Reliability, Availability, Security, Integrity, Serviceability) sowie
bei der Suche nach exakt spezifizierten Daten. Sie sind im allgemeinen aber ungeeignet, um die
unexakt spezifizierte Suche nach interessanten Zusammenhängen sowie besonders ‘heißen’ Da-
ten, den sog. ‘data mining’-Prozeß, zu unterstützen. Zu ‘Data Mining’ (Datenexploration und
Datenanalyse) gehören unter anderem die Suche nach Zusammenhängen, partiellen funktiona-
len Abhängigkeiten sowie Clustern von Daten mit ähnlichen Eigenschaften. Da in ‘Data Mi-
ning’-Anwendungen typischerweise a priori nur wenig über die Daten, die Werteverteilung der
Attribute und Zusammenhänge zwischen den Attributen bekannt ist, werden neue Anfrageme-
chanismen benötigt. Wichtig sind zum Beispiel die Unterstützung von unscharfen (vage, fuzzy)
Anfragen, von Datenanalysetechniken sowie von Techniken, die einen Überblick über die Da-
ten liefern. Zu berücksichtigen sind Forschungsergebnisse aus den Bereichen

• multivariate Statistik - explorative Datenanalyse: Hauptkomponenten-, Faktor- und Clu-
ster-Analyse sowie Multidimensionales Skalieren [DE 82, Hub 85],

• Knowledge Discovery: Decision Tree Inducers und Rule Discovery Techniques [FPM 91],

• Information Retrieval: Approximatives Matching (z.B. Techniken zur Gewichtung der An-
frageteile und zum Rangordnen der Ergebnisse [SB 88, FM 91]),

• Intelligente Datenbank-Benutzerschnittstellen (Kooperative Datenbank-Interfaces
[GGM 92], Interfaces für unscharfe Anfragen [ABN 92] und intelligente Browser
[Mot 90]).

In den genannten Bereichen wurden in den letzten Jahren beachtliche Ergebnisse erzielt. Mit
wenigen Ausnahmen wurden die Techniken jedoch nicht für die Datenexploration und -analyse
von sehr großen Datenbanken mit Hunderttausenden oder sogar Millionen von Datensätzen ent-
worfen bzw. adaptiert. Erste Ergebnisse bei der Anwendung einiger Techniken auf großen Da-
tenmengen zeigen, daß die Nutzung der Fähigkeiten des Computers allein nicht ausreichen, um
überzeugende Ergebnisse bei der Datenexploration und -analyse zu erzielen. Verfahren, die er-
folgreich auf großen Datenmengen arbeiten, nutzen zusätzlich zu der ernormen Verarbeitungs-
geschwindigkeit des Computers auch die Fähigkeiten des menschlichen Benutzers, der beim
Knowledge Discovery beispielsweise ein Ziel vorgeben oder beim Information Retrieval die Er-
gebnisse des ersten Suchlaufes bewerten kann.

Eine effektive Unterstützung von Datenexploration und -analyse ist derzeit nur unter Einbezie-
hung des Menschen und seiner Fähigkeiten möglich. Insbesondere die unübertroffenen Fähig-
keiten der Wahrnehmung erlauben es dem Menschen, in kürzester Zeit komplexe Sachverhalte
zu analysieren, wichtige Informationen zu erkennen und Entscheidungen zu treffen. Das
menschliche Wahrnehmungssystem kann flexibel die verschiedensten Arten von Daten verar-
beiten, wobei es automatisch ungewöhnliche Eigenschaften erkennt, bekannte Eigenschaften
dagegen ignoriert. Menschen können leichter und besser mit vagen Beschreibungen und un-
scharfem Wissen umgehen als heutige Systeme, und ihr Allgemeinwissen erlaubt es ihnen, ohne
geistige Anstrengung komplexe Schlußfolgerungen zu ziehen.

Das Ziel unseres Ansatzes der Datenexploration und -analyse ist deshalb, den Menschen in den
‘Data Mining’-Prozeß mit einzubeziehen und seine Fähigkeiten auf die großen, in heutigen
Computersystemen verfügbaren Datenbestände anzuwenden. Da weder Mensch noch Compu-
ter allein das Problem der Datenexploration sehr großer Datenbanken lösen kann, ist eine mög-
lichst enge Kooperation zwischen Mensch und Computer erforderlich. Es gilt, die immense
Speicherkapazität und Rechenleistung heutiger Computer mit Flexibilität, Kreativität und All-



gemeinwissen des Menschen zu vereinen. Dabei ist die Entwicklung von Techniken wichtig,
die den Menschen nicht einfach mit Daten überhäufen, sondern einen guten Überblick über die
Daten ermöglichen. In diesem Zusammenhang müssen neue Darstellungsformen für große
Mengen multidimensionaler Daten entwickelt werden, wobei alle Eigenschaften der visuellen
Repräsentation, wie z.B. Anordnung und Farbe, zu berücksichtigen sind.

Unser Ansatz zur Datenexploration und -analyse großer Datenbanken basiert auf neuartigen Vi-
sualisierungstechniken für multidimensionale Daten. Die prinzipielle Idee ist die gleichzeitige
Darstellung möglichst vieler Datenobjekte am Bildschirm, wobei jeder Datenwert durch ein Pi-
xel des Bildschirms repräsentiert wird. Die Farbe des Pixels entspricht dem Abstand des jewei-
ligen Datenwertes zum Anfragewert. Die Anordnung hängt von der Gesamtdistanz des Daten-
satzes in Bezug auf die Anfrage und von der gewählten Visualisierungstechnik ab. Durch ein
graphisches Benutzerinterface kann der Benutzer seine Anfragen inkrementell ändern, wobei er
durch das visuelle Feedback, das er bei Änderungen bekommt, in der Verfeinerung seiner An-
fragen unterstützt wird.

Da Datenvisualisierungstechniken nicht als allgemein bekannt vorausgesetzt werden können,
soll im zweiten Abschnitt zunächst eine kurzer Überblick über Visualisierungstechniken für
multidimensionale, multivariate Daten gegeben werden. In [KKS 94] wurde die prinzipielle
Idee unserer Visualisierungstechnik sowie das interaktive Anfrage- und Visualisierungsinter-
face des ersten Prototypsystems vorgestellt. Inzwischen liegt eine vollständige Reimplementie-
rung des Systems in C++ / MOTIF vor, die unter X-Windows auf HP 7xx Maschinen läuft. Die
derzeitige Version ist um zusätzliche Visualisierungstechniken erweitert worden und ermöglicht
einen direkten Vergleich der Techniken. Im dritten Abschnitt werden die Visualisierungstech-
niken, die durch die derzeitigen Version des Systems unterstützt werden, kurz vorgestellt. Der
vierte Abschnitt beinhaltet einen detaillierten Vergleich sowie eine Bewertung der Visualisie-
rungstechniken. Bei der Bewertung von Visualisierungstechniken stehen nicht, wie sonst bei
Leistungsvergleichen, die CPU-Zeiten oder die Anzahl der Zugriffe auf den Sekundärspeicher
im Vordergrund, sondern die Wahrnehmbarkeit von Eigenschaften der Daten. Für den Vergleich
werden künstlich erzeugte Daten mit spezifischen vorgegebenen Eigenschaften verwendet. Ab-
schnitt fünf faßt die Ergebnisse zusammen und erläutert zukünftige Forschungsvorhaben.

Bei unseren Betrachtungen gehen wir zunächst von einer einfachen Strukturierung der Daten,
wie sie beim relationalen Modell vorhanden ist, aus. Dies ist für einen großen Teil der betrach-
teten Anwendungen adäquat, da sehr große Datenmengen heute zumeist mit Hilfe relationaler
Systeme verwaltet werden. Unsere Visualisierungstechniken eignen sich jedoch ebenso für die
Visualisierung großer Datenmengen, die in objekt-orientierten oder anderen Datenbanken ge-
speichert sind.

2. Visualisierung multidimensionaler Daten

In vielen Bereichen von Forschung und Industrie werden Visualisierungen von Daten, die eine
inhärente zwei- oder drei-dimensionale Semantik haben, verwendet. Eine Übersicht über solche
Techniken ist beispielsweise in den bekannten Büchern von Edward R. Tufte [Tuf 83, Tuf 90]
zu finden. Bis vor kurzem gab es jedoch nur wenige Techniken, die eine Visualisierung multi-
dimensionaler Daten ohne inhärente zwei- oder drei-dimensionale Semantik erlauben. Erste An-
sätze sind Matrizen von X-Y-Diagrammen [And 72, Cle 93], die Chernoff’sche Gesichter-Dar-
stellung [Che 73], und andere [And 57, Bri 79]. Durch die zunehmende Verfügbarkeit von
Grafik-Workstations mit hoher Rechenleistung wurden in den letzten Jahren zahlreiche neue



Visualisierungstechniken entwickelt. In den bisher untersuchten Ansätzen ist die Anzahl der
gleichzeitig visuell darstellbaren Datensätze noch stark begrenzt (100 - 1.000 Datensätze). Um
einen Einblick in das Gebiet der Visualisierung multidimensionaler Daten zu geben, sollen im
folgenden beispielhaft einige Techniken, die für die Visualisierung von Datenbanken geeignet
sind, vorgestellt werden.

2.1 Geometrische Projektionen

Das Ziel geometrischer Projektionstechniken ist es, aussagekräftige Projektionen multidimen-
sionaler Daten zu finden. Die Klasse der geometrischen Projektionen umfaßt Techniken aus der
Statistik wie z.B. Hauptkomponenten-Analyse, Faktor-Analyse und multidimensionales Skalie-
ren, die auch unter dem Begriff ‘projection pursuit’ zusammengefaßt werden [FT 74, Hub 85].
Da die Anzahl der Möglichkeiten, multidimensionale Daten mit hoher Dimension auf zwei Di-
mensionen abzubilden, sehr groß ist, versuchen ‘projection pursuit’-Systeme (z.B. Grand Tour
System [Asi 85]), automatisch aussagekräftige Projektionen zu finden oder wenigstens den Be-
nutzer bei der Suche nach geeigneten Projektionen zu unterstützen.

Eine andere geometrische Projektionstechnik ist die Technik der Parallelen Koordinaten (par-
allel coordinates) [Ins 85, ID 90]. Diese Technik stellt den k-dimensionalen Raum mit Hilfe von
k äquidistanten Achsen dar, die parallel zu einer der Bildschirmachsen liegen. Die Achsen ent-
sprechen den Dimensionen und sind vom Minimum- bis zum Maximumwert der Dimensionen
linear skaliert. Jeder Datensatz wird als polygonale Linie dargestellt, die jede Achse an dem
Punkt schneidet, dessen Wert der jeweiligen Dimension entspricht (vgl. Abb. 1). Obwohl die
Grundidee der ‘Parallelen Koordinaten’-Technik einfach ist, ermöglicht sie das Erkennen eines
weiten Spektrums von Datencharakteristika, wie z.B. verschiedene Datenverteilungen und
funktionale Abhängigkeiten. Wegen der Überlappungen der Linien ist jedoch die Anzahl der
Datensätze, die gleichzeitig visuell darstellbar ist, auf ca. 1.000 begrenzt.

2.2 Pixeldiagramme (Iconic Displays)

Eine andere Technik zur visuellen Darstellung multidimensionaler Daten sind Pixeldiagramme
(iconic displays), bei denen jedes multidimensionale Datenelement durch ein Icon dargestellt
wird. Erste Ansätze der ‘iconic display’ Technik sind die bereits erwähnten Chernoff’schen Ge-
sichter [Che 73, Tuf 83], bei denen zwei Dimensionen durch die zwei Bildschirmdimensionen
und die restlichen Dimensionen durch Merkmale des Gesichts (Form von Nase, Mund, Augen
und des Gesichts selbst) dargestellt werden (vgl. Abb. 2). Die Chernoff’sche Visualisierungs-
technik basiert auf der Fähigkeit des Menschen, Gesichter bzw. Gesichtszüge zu unterscheiden.

Abb. 1: Technik der Parallelen Koordinaten
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Eine weitere bekannte Pixeldiagramm-Visualisierungstechnik ist die sog. Strichmännchen
(stick figure)-Technik [Pic 70, PG 88]. Wie der Name bereits sagt, sind die verwendeten Icons
eine Art Strichmännchen, wobei die Winkel und Strichlängen die Datendimensionen repräsen-
tieren. Wenn die Datensätze im Bezug auf die Bildschirmdimensionen verhältnismäßig dicht
beieinander liegen, zeigt die resultierende Visualisierung Strukturmuster, die gemäß der Daten-
charakteristika variieren. Als Strichmännchen können verschiedene Icons mit unterschiedlicher
Dimensionalität verwendet werden (vgl. Abb. 3). In Abb. 4 ist eine Visualisierung von fünfdi-
mensionalen Infrarot-Bildern der östlichen Großen Seen in den Vereinigten Staaten dargestellt,
die mit Hilfe der Strichmännchen-Technik generiert wurde. An dieser Stelle sei angemerkt, daß
sowohl bei der Strichmännchen-Technik als auch bei den Chernoff’schen Gesichtern die Anzahl
der gleichzeitig darstellbaren Dimensionen begrenzt ist.

Anders ist dies bei der sog. ‘shape coding’ Technik [Bed 90]. Bei der ‘shape coding’ Technik
wird jeder Dimension ein kleines Pixel-Array zugeordnet, wobei die Farbe bzw. Graustufe der
Pixel dem Wert der Dimension entspricht. Die Pixel-Arrays, die zu den Dimensionen eines Da-
tensatzes gehören, werden dann nacheinander in einem kleinen Quadrat oder Rechteck ange-
ordnet. Die kleinen Quadrate oder Rechtecke, die den Datensätzen entsprechen, werden zeilen-
weise angeordnet.

Abb. 2: Chernoff’sche Gesichterdarstellung(vgl. [Tuf 83])

Abb. 3: Strichmännchen Technik
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2.3 Hierarchische und Dynamische Techniken

Neben den Geometrischen Projektionen und Pixeldiagrammen gibt es noch zwei weitere Klas-
sen von Visualisierungstechniken - die hierarchischen und dynamischen Techniken. Bei den
hierarchischen Techniken sind insbesondere die n-Vision Technik (auch ‘worlds within worlds’
genannt) [BF 90], das dimensionale Stapeln (dimensional stacking) [LWW 90] und das hierar-
chische Zeichnen (hierarchical plotting) [MGTS 90] zu nennen. Beispiele für dynamische Tech-
niken sind [MTS 91] und [MZ 92]. Hierarchische Techniken untergliedern den k-dimensionalen
Raum und präsentieren ihn in einer hierarchischen Form. Beim dimensionalen Stapeln bei-
spielsweise wird der k-dimensionale Raum in zweidimensionale Teilräume unterteilt. Da hier-
archische Techniken hauptsächlich für die Visualisierung mehrdimensionaler Funktionen ver-
wendet werden, unser Anliegen aber die Visualisierung von Datenbankinhalten ist, sollen sie an
dieser Stelle nicht weiter behandelt werden.

3. Visualisierungstechniken zur Analyse sehr großer Datenmengen

In den bisher vorgeschlagenen und im letzten Abschnitt erläuterten Visualisierungstechniken
für multidimensionale Daten ist die Anzahl der gleichzeitig am Bildschirm darstellbaren Daten-
sätze auf maximal 100 bis 1.000 begrenzt. In diesem Abschnitt sollen kurz die von uns entwik-
kelten Visualisierungstechniken, die sich auch für sehr große Datenmengen (bis 1.000.000 Da-
tensätze) eignen, vorgestellt werden.

Die Relationen einer relationalen Datenbank können als Mengen von Tupeln der Form (a1, a2,...,
ak) angesehen werden, wobei a1, a2,..., ak die Attributwerte eines Datensatzes darstellen. Anfra-
gen an relationale Datenbanken können als Anfrageregion(en) im k-dimensionalen Raum, der
durch die k Attribute einer Relation aufgespannt wird, verstanden werden. Alle Datensätze, die
innerhalb der Anfrageregion(en) liegen, stellen die Antwort auf die Anfrage dar und werden als

Abb. 4: Strichmännchen-Visualisierung der östlichen Großen Seen(vgl. [SGP 91])



Ergebnis der Anfrage ermittelt. Die Menge der Antworten kann sehr groß, sie kann aber auch
leer sein. In beiden Fällen ist es für den Benutzer schwierig, die Antwort zu verstehen und die
Anfrage entsprechend zu modifizieren. Um dem Benutzer mehr Feedback auf seine Anfrage zu
geben, werden durch unsere Visualisierungstechniken nicht nur die Datensätze visualisiert, die
innerhalb der Anfrageregion(en) liegen und damit die Anfrage erfüllen, sondern auch solche,
die ‘in der Nähe’ der Anfrageregion(en) liegen und damit die Anfrage nur approximativ erfüllen.

Unabhängig davon, ob ein Datensatz die Anfrage erfüllt oder nicht, kann für jedes Attribut der
Abstand von dem vorgegebenen Anfragewert (oder -intervall) berechnet werden. Macht man
dies für jedes Attribut, so erhält man Tupel (d1, d2,..., dk), die die Distanzen der Datenwerte be-
züglich der Anfrage beinhalten. Verändert man die Anfrageregion, so ändern sich die Distanz-
tupel entsprechend. Das Distanztupel kann um einen (k+1)-ten Werte erweitert werden, der die
Gesamtdistanz des Datensatzes bezüglich der Anfrage darstellt. Der Wert von dk+1 ist ‘0’, falls
der Datensatz die Anfrage erfüllt; ansonsten gibt dk+1 den Abstand des Datensatzes bezüglich
der Anfrage wieder. Die Menge der Distanztupel (d1, d2,..., dk, dk+1) wird nach dem Wert dk+1

(Resultat) aufsteigend sortiert, d.h. am Anfang stehen die Tupeln mit dk+1= 0 (falls vorhanden)
und am Schluß die Tupel mit den größten Distanzen.

Als nächstes werden den Distanzwerten Farben zugeordnet. Die Abbildung des Werteintervalls
für jedes Attribut inklusive des Gesamtresultats wird dabei auf eine spezielle Farbskala abge-
bildet. Die Farbskala ist so entworfen, daß dem Distanzwert ‘0’ die Farbe gelb zugeordnet ist;
Distanzwerte größer ‘0’ werden in aufsteigender Reihenfolge immer dunkler. Das Farbspek-
trum durchläuft die Farben hellgrün, blau, rot bis dunkelbraun. Die gelbe Farbe ist besonders
hervorgehoben und zeigt an, daß der zugehörige Datenwert innerhalb des vorgegebenen Anfra-
geintervalls liegt; die übrigen Farben zeigen die relative Entfernung des Attributwertes von dem
Intervall an. Für eine einfache Zuordnung von Datenwerten zu den Farbpixeln sorgt eine Option
des interaktiven Interfaces: Durch Anklicken von Pixeln können die zugehörigen Datenwerte
abgefragt werden. Details des interaktiven Interfaces sind in [KKS 94] und [Kei 94] beschrie-
ben.

Die Verfahren zur Berechnung der Distanzen und ihre Kombination in die Gesamtdistanz sowie
die Behandlung komplexer Anfragen, die aus einer beliebigen Boole’schen Verknüpfung von
Anfragebedingungen (geschachtelte ‘AND’s und ‘OR’s) bestehen, mehrere Relationen betref-
fen oder aus einer Schachtelung von Teilanfragen bestehen, wurden in [KKS 94] vorgestellt und
sollen deshalb an dieser Stelle nicht näher erläutert werden.

3.1 Spiralanordnung

Bei der Spiralanordnung wird jeder Distanzwert durch ein Pixel repräsentiert. Die Distanzwerte
für die einzelnen Attribute sowie das Gesamtergebnis werden in separaten Fenstern dargestellt
(vgl. Abb. 7). Die Anordnung der Pixel geschieht spiralförmig um die Mitte der Fenster herum
(vgl. Abb. 5). Die Reihenfolge der Pixel entspricht dabei der Sortierung entsprechend der Ge-
samtdistanz. Im Fenster für das Gesamtergebnis sind in der Mitte die gelben Pixel; weiter nach
außen verlaufen die Farben kontinuierlich von hellgrün bis dunkelbraun. Die Fenster für die ein-
zelnen Attribute weisen keine kontinuierlichen Farbübergänge auf, da die Pixel der Attribute in
derselben Reihenfolge angeordnet sind wie im Fenster für das Gesamtergebnis. Die Farben der
Pixel sind von den Attributwerten abhängig und daher nicht gleichmäßig verteilt. Die Visuali-
sierung der Datenbank besteht damit aus insgesamt k+1 Fenstern der gleichen Größe, wobei je-
des Fenster eine Dimension des Rk (bzw. Rk+1) repräsentiert. Die Pixel, die zu den Attributwerten
eines Datensatzes gehören, liegen in verschiedenen Fenstern. Da sie jedoch in jedem Fenster die



gleichen Koordinaten haben, können Zusammenhänge zwischen den Attributwerten eines Da-
tensatzes hergestellt werden (vgl. Abb. 7).

3.2 Achsenanordnung

Die Achsenanordnung ist eine Weiterentwicklung der Spiralanordnung und beruht auf der Idee,
die Daten entsprechend ihrer Distanz bezüglich zweier ausgewählter Attribute auf dem Bild-
schirm anzuordnen. Da Attributwerte im allgemeinen kleiner oder größer als das vorgegebene
Anfrageintervall sein können, ergeben sich bei der Berechnung der Distanzen positive und ne-
gative Werte. Diese zusätzliche Information wird bei der Achsenanordnung ausgenutzt, um die
Daten in vier Quadranten anzuordnen. Dazu werden zwei Attribute ausgewählt, und die Teil-
bilder für die Dimensionen bzw. die Gesamtdistanz durch zwei orthogonale Achsen in jeweils
vier Quadranten aufgeteilt. Datensätze mit positiven Distanzen werden rechts bzw. oberhalb,
Datensätze mit negativen Distanzen links bzw. unterhalb der jeweiligen Achse gezeichnet. Die
Anordnung der Datensätze innerhalb der Quadranten erfolgt rechtwinklig um das Zentrum her-
um (vgl. Abb. 6). Die Datensätze, die die Anfrage erfüllen, liegen wie bei der Spiralanordnung
im Zentrum der Achsen. Da die Quadranten bei der Achsenanordnung im allgemeinen nicht
gleichmäßig gefüllt sind, können weniger Datensätze als bei der Spiralanordnung dargestellt
werden. Dies ist aber der Preis für die größere Aussagekraft der entstandenen Visualisierungen,
die in einigen Fällen Eigenschaften der Daten besser hervorheben (siehe Abschnitt 4).

Gesamtdistanz Attribut 1 Attribut 2

Attribut 3 Attribut 4 Attribut 5

Datensatz,
der die An-
frage erfüllt

Datensatz, der
die Anfrage
approximativ
erfüllt

•

•

• •

• •

•
• • •

• ••

Abb. 7: Anordnung der Fenster bei der Visualisierung fünfdimensionaler Daten
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Abb. 5: Spiralanordnung
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Abb. 6: Achsenanordnung

eines Attributs



3.3 Gruppenanordnung

Bei der Spiral- und Achsenanordnung sind die Pixel, die die Distanzen eines Datensatzes be-
züglich seiner Attribute darstellen, in mehrere Teilbilder aufgeteilt. Im Gegensatz dazu werden
bei der Gruppenanordnung die zu einem Datensatz gehörenden Distanzen in einem zusammen-
hängenden Bereich dargestellt (vgl. Shape Coding Technique in Abschnitt 2). Die Bereiche sind
wie bei der Spiralanordnung spiralförmig um die Mitte des Fensters angeordnet. Im Gegensatz
zur Spiralanordnung besteht die Visualisierung aus nur einem Fenster, das die Distanzwerte
sämtlicher Datensätze darstellt, d.h. die Visualisierung ist nicht in Teilbilder für die Attribute
und die Gesamtdistanz unterteilt. Die Gruppenanordnung benötigt wesentlich mehr Platz auf
dem Bildschirm, da zum einen die Attributwerte nicht mehr mit nur einem Pixel dargestellt wer-
den können (für die Erkennbarkeit einzelner Werte sind mindestens 2 x 2 Pixel erforderlich),
zum anderen wird zusätzlich Platz für die Zwischenräume benötigt, damit die Datensätze von-
einander unterscheidbar sind. Insgesamt können deshalb deutlich weniger Datensätze auf dem
Bildschirm dargestellt werden (siehe Abschnitt 4).

3.4 Sequenzen von Visualisierungen

Bei den bisher vorgestellten Visualisierungstechniken ist die Anzahl der Datenwerte, die visua-
lisiert werden können, durch die Anzahl der Pixel des Bildschirms beschränkt und liegt damit
höchstens in der Größenordnung von einer Million Pixel; für die uns zur Verfügung stehenden
19 Zoll Bildschirme mit einer Auflösung von 1.024 x 1.280 sind es 1.3 Millionen Pixel. Um
noch größere Datenmengen am Bildschirm darstellen zu können, müssen weitere Darstellungs-
dimensionen hinzugenommen werden. Naheliegend ist die Verwendung der Dimension ‘Zeit’.
Die prinzipielle Idee dabei ist, durch Verschieben der Anfrageregion im k-dimensionalen Raum
Sequenzen von Visualisierungen zu erzeugen. Dadurch können zum einen größere Datenmen-
gen visualisiert werden, zum anderen werden durch die Veränderung der Bilder aber auch Ab-
hängigkeiten innerhalb der Daten besser wahrnehmbar. Bewegt man die Anfrageregion bei-
spielsweise entlang einer Dimension des k-dimensionalen Raumes, so erhält man einen
Überblick über die entsprechenden Veränderungen anderer Dimensionen. Die Verschiebung
der Anfrageregion ist aber nicht auf einzelne Dimensionen beschränkt, sondern kann entlang ei-
nes beliebigen Pfades im k-dimensionalen Raum erfolgen. Der Bereich des k-dimensionalen
Raumes, der durch die Visualisierungssequenz dargestellt wird, ist aber nicht nur vom Pfad son-
dern auch von der Verteilung der Daten im k-dimensionalen Raum abhängig. Die Ermittlung
von Pfaden, die eine vollständige Überdeckung des gesamten k-dimensionalen Raumes garan-
tieren, ist deshalb im allgemeinen ein schwieriges und bisher noch ungelöstes Problem.

Gesamt-
Attr. 1 Attr. 2

Attr. 3 Attr. 4 Attr. 5

distanz

Abb. 8: Gruppenanordnung fünfdimensionaler Daten



4. Bewertung und Vergleich unserer Visualisierungstechniken

Ein zentrales Anliegen dieses Papers sind Bewertung und Vergleich unserer Visualisierungs-
techniken. Bei der Bewertung von Visualisierungstechniken stehen nicht, wie sonst bei Lei-
stungsvergleichen, die CPU-Zeiten oder die Anzahl der Zugriffe auf den Sekundärspeicher im
Vordergrund, sondern die Wahrnehmbarkeit von Zusammenhängen und Eigenschaften der Da-
ten. Für die Bewertung und den Vergleich wurden sowohl reale als auch künstlich erzeugte
Daten verwendet. Die Realdaten stammen aus einem Forschungsprojekt im Bereich der
Molekularbiologie [EKSX 95]. Ziel des Projektes ist es, ein effizientes Durchsuchen von Pro-
teindatenbanken nach potentiellen Dockingkandidaten und geeigneten Dockingstellen zu unter-
stützen. Um einen effizienten Zugriff auf potentielle Dockingkandidaten und -stellen zu ge-
währleisten, wurde in dem Projekt ein sogenannter ‘Feature-Index’ entwickelt, mit dessen Hilfe
alle Proteine bzw. Regionen ermittelt werden können, deren Parameter zu den Oberflächenpa-
rametern des gegebenen Proteins komplementär sind [Ald 94]. Der Feature Index basiert auf ei-
ner Partitionierung der Proteinoberflächen in Regionen, die entsprechend eines oder mehrerer
Oberflächenparameter vorgenommen wird. Bei der Partitionierung ist es wichtig, die richtigen
Wertebereiche für die beteiligten Parameter sowie eine adäquate Gewichtung der Parameter bei
der Verknüpfung zu finden. Für diese Teilaufgabe wurde unser Anfrage- und Visualisierungs-
system erfolgreich eingesetzt, da es eine interaktive Veränderung der Anfragebereiche erlaubt
und Feedback über die Verteilung der Daten bezüglich der Attribute liefert. Details sind in
[Kei 94] beschrieben.

Ähnlich wie bei Untersuchungen der CPU-Zeit bzw. der Anzahl der Zugriffe auf den Hinter-
grundspeicher eignen sich reale Daten wegen ihrer schwer charakterisierbaren Eigenschaften je-
doch nur bedingt zur Evaluierung von Visualisierungstechniken. Analog zu den, für Leistungs-
vergleiche von Datenbanksystemen entwickelten Benchmarks, haben wir deshalb für die
Evaluierung von Visualisierungssystemen Teststrategien entwickelt, die künstlich erzeugte Da-
ten mit vorgegebenen Eigenschaften verwenden und damit die Reproduzierbarkeit und Ver-
gleichbarkeit der Ergebnisse gewährleisten. In folgenden werden die Teststrategien, das Test-
daten-Generierungssystem sowie die Ergebnisse einiger Tests vorgestellt.

Für die Generierung künstlicher Daten wird die Testdatengenerierungsumgebung‘TestVis’ver-
wendet, die die Spezifikation eines breiten Spektrums von Datencharakteristika erlaubt.TestVis
basiert auf einem Testdaten-Modell, das die Spezifikation verschiedener, für Visualisierungs-
zwecke relevanter Datenmengen (z.B. statistische Daten oder Bilddaten) erlaubt [BKP 94].

Die in Datenbanken gespeicherten Daten können im allgemeinen am besten mit Hilfe statisti-
scher Methoden beschrieben werden.TestVis erlaubt zu diesem Zweck die Spezifikation von
Daten mit einer beliebigen Anzahl von Attributen (Dimensionen) und einer beliebigen Anzahl
von Clustern. Für jedes Attribut kann die zugehörige Verteilungsfunktionen bzw. eine funktio-
nale Abhängigkeit1 von anderen Attributen festgelegt werden. Gleiches gilt entsprechend für die
Cluster, wobei zusätzlich die Größe und Lage der Cluster festgelegt wird. Die funktionalen Ab-
hängigkeiten, die mit Hilfe vonTestVis spezifiziert werden können, sind von der Form

,

1. Mit funktionaler Abhängigkeit zwischen Attributen sind nicht nur Attributgleichheit sondern der allge-
meinere Fall beliebiger mathematischer Zusammenhänge zwischen Attributen gemeint.
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wobei
- ci1 undci2 benutzer-definierte Konstanten sind,
- ai die Attribute sind, von denen das spezifizierte Attribut funktional abhängig ist,
- r eine Zufallszahl im Bereich [-1, 1] und
- rf eine benutzer-definierte Zahl ist, die eine gewisse Zufälligkeit der Daten induziert.

Eine genauere Beschreibung desTestVis-Systems ist in [Kei 94] zu finden.

Im folgenden sollen Beispiele für generierte Testdaten mit spezifischen Eigenschaften gegeben
sowie die zugehörigen Visualisierungen beschrieben werden. Die verwendeten Testdaten zeich-
nen sich durch einen großen, zufällig erzeugten Grunddatenbestand aus, der mindestens zwei
Drittel der gesamten Daten ausmacht. In diesen Grunddatenbestand sind dann ein oder mehrere
Cluster eingefügt, die eine unterschiedliche Dimensionalität haben bzw. unter Verwendung ver-
schiedener Verteilungsfunktionen und funktionaler Abhängigkeiten definiert wurden. Aufgrund
der hohen Anzahl an zufällig erzeugten Datensätzen führen mathematische und statistische Me-
thoden für die betrachteten Testdaten nicht zu befriedigenden Ergebnissen. Aus Platzgründen
verwenden wir für die Auswertung als Visualisierungstechnik nur die Spiralanordnung. Ein Ver-
gleich von Spiral-, Achsen- und Gruppenanordnung wird anschließend vorgenommen.

4.1 Cluster mit unterschiedlicher Dimensionalität

In Abb. 9 sind Visualisierungen von sechsdimensionalen Testdaten dargestellt, die vier- bzw.
fünfdimensionale Cluster enthalten. Die verwendeten Testdaten bestehen aus 15.000 Datensät-
zen, von denen zwei Drittel zufällig (im Bereich [0,100] für jede Dimension) generiert wurden.
Das verbleibende Drittel besteht aus drei Clustern, die dadurch definiert sind, daß in vorgege-
benen Wertebereichen für die Clusterdimensionen zusätzliche Datensätze generiert wurden.
Abb. 9a zeigt die Visualisierung der Daten mit vierdimensionalen Clustern, Abb. 9b die Daten
mit fünfdimensionalen Clustern. Als Anfrageregion wurde in beiden Fällen der Bereich [0, 10]
für jede Dimension gewählt. Vergleicht man Abb. 9a und b, so fällt auf, daß die Wahrnehmbar-
keit der Cluster mit kleiner werdender Dimension der Cluster deutlich abnimmt. Cluster mit
kleiner Dimension können jedoch wahrnehmbar gemacht werden, indem der Gewichtungsfak-
tor eines Attributs auf einen Wert gesetzt wird, der deutlich höher ist als die Gewichtungsfak-
toren der übrigen Attribute. Diese Technik führt insbesondere zu guten Ergebnissen, wenn das
gewählte Attribut auch Clusterattribut ist. In Abb. 10a sind die Testdaten mit vierdimensionalen
Clustern abgebildet, wobei Attribut zwei eine deutlich höhere Gewichtung als die übrigen At-
tribute hat. Sind die Gewichtungsfaktoren aller Clusterattribute höher als die der Nicht-Cluster-
attribute, so werden die Clusterregionen in der Visualisierung deutlicher und die Strukturen in
den Fenstern für die Nicht-Clusterattribute verschwinden (c.f Abb. 10b).

Bei Experimenten mit ähnlichen Testdaten stellte sich heraus, daß die Ausdehnung der Cluster
im multidimensionalen Raum nur einen kleinen Effekt auf die Visualisierung hat. Wichtiger
hingegen ist die Anzahl der Datensätze, die zum Cluster gehören. Cluster, die nur aus wenigen
Datensätzen bestehen, können nur wahrgenommen werden, wenn sie nahe an der Anfrageregion
liegen und sich deutlich von den übrigen Datensätzen unterscheiden. Der Prozentsatz an Daten-
sätzen, der zu einem Cluster gehören muß, damit es wahrnehmbar ist, hängt von der Unter-
schiedlichkeit zwischen Cluster und übrigen Daten, von der Dimension des Clusters im Ver-
gleich zur Dimension der Daten, und von der Entfernung des Clusters von der Anfrageregion ab.

4.2 Cluster mit verschiedenen Datenverteilungen

In Abb. 11 sind Visualisierungen von Testdaten abgebildet, bei denen verschiedene Vertei-
lungsfunktionen für die Clusterdefinition verwendet wurden. Der Grunddatenbestand von



10.000 Datensätzen ist im Bereich [-10000, 10000] gleichverteilt für jede Dimension. Das Clu-
ster besteht aus 1.000 Datensätzen, wobei die Clusterdimensionen sich in der verwendeten Ver-
teilungsfunktion sowie ihren Parametern unterscheiden. Die Parameter der Verteilungsfunktio-
nen für die Dimensionen sind in folgender Tabelle zusammengefaßt:

Als Anfrageregion wurde der Bereich [0, 10] für jede Dimension benutzt. Da sich Anfrageregi-
on und Cluster in den Dimensionen eins, zwei, vier und fünf überschneiden, ist das Cluster im
Zentrum der entsprechenden Fenster gut erkennbar (vgl. Abb. 11a). Wird eine andere Anfrage-
region verwendet, so ist es deutlich schwieriger das Cluster zu erkennen (vgl. Abb. 11b). Durch
die Visualisierungen wird deutlich, daß für die Dimensionen mit einem großen Bereich bei der
Gleichverteilung (Dimension drei) bzw. einer hohen Standardabweichung bei der Normalver-
teilung (Dimensionen sechs und neun) keine Clusterung vorhanden ist. Durch eine höhere Ge-
wichtung einer Dimension wird dieser Effekt noch klarer (vgl. Abb. 11c).

4.3 Cluster mit funktionalen Abhängigkeiten

In Abb. 12 sind Visualisierungen von Testdaten zu sehen, bei denen verschiedene funktionale
Abhängigkeiten für die Clusterdefinition verwendet wurden. Der Grunddatenbestand von
10.000 Datensätzen ist wieder gleichverteilt, diesmal allerdings in verschiedenen Bereichen:
Für Dimension eins bis drei im Bereich [0, 1000], für Dimension vier bis sechs im Bereich
[0, 2000], und für Dimension sieben bis neuen im Bereich [0, 1000000]. Das Cluster besteht aus
2.000 Datensätzen. Dimensionen eins bis drei des Clusters sind die unabhängigen Dimensionen,
die im Bereich [0, 1000] gleichverteilt sind. Die funktionalen Abhängigkeiten der Clusterdi-
mensionen sind in folgender Tabelle zusammengefaßt:

Als Anfrageregion wurde der Ursprung des Koordinatensystems (Bereich [0, 0] für jede Dimen-
sion) benutzt. In Abb. 12a - c sind drei Visualisierungen der Daten abgebildet. Die drei Visua-
lisierungen der Daten unterscheiden sich in den verwendeten Gewichtungsfaktoren. In Abb. 12a
wird ein höheres Gewicht für Dimension eins verwendet, wodurch eine Strukturierung in den
abhängigen Dimensionen vier und sieben sichtbar wird. In den Fenstern für die nicht von Di-
mension eins abhängigen Dimensionen fünf und acht dagegen ist keinerlei Strukturierung zu er-
kennen. Die Fenster für Dimensionen sechs und neun, die teilweise von Dimension eins abhän-
gig sind, zeigen nur eine relativ schwach wahrnehmbare Strukturierung. In Abb. 12b wird ein
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höheres Gewicht für Dimension zwei und drei verwendet. Die entsprechenden abhängigen Di-
mensionen fünf und acht bzw. sechs und neun des Clusters sind zwar erkennbar, jedoch nicht
so deutlich wie erwartet. Wird ein höheres Gewicht für die Dimensionen eins bis drei verwendet
(vgl. Abb. 12c), so nimmt die Wahrnehmbarkeit der Abhängigkeiten weiter ab.

Um funktionale Abhängigkeiten sichtbar zu machen, entwickelten wir eine Technik, die wir
‘Farbinvertierung’ nennen [Kei 94]. Farbinvertierung bedeutet dabei, daß die Farbtabelle und
damit die Zuordnung zwischen Farben und Distanzwerten invertiert wird. Die Auswirkungen
der Farbinvertierungstechnik auf die Visualisierungen von Abb. 12 sind in Abb. 13 dargestellt.1

Besonders auffällig ist die bessere Erkennbarkeit von Clusterdimensionen, die von mehreren
Dimensionen abhängig sind.

4.4 Vergleich unserer Visualisierungstechniken

Für den Vergleich von Spiral- und Achsenanordnung verwenden wir vierdimensionale Testda-
ten mit mehreren Clustern, die sich an verschiedenen Stellen des k-dimensionalen Raumes be-
finden. Ein Ergebnis unserer Untersuchungen ist, daß die Cluster im allgemeinen bei der Ach-
senanordnung besser erkennbar sind als bei der Spiralanordnung. In Abb. 14 beispielsweise ist
bei der Spiralanordnung keinerlei Strukturierung erkennbar, wohingegen die Achsenanordnung
die Cluster recht deutlich zeigt. Die Wahl der Zuordnung von Attributen zu den Achsen hat bei
der Achsenanordnung jedoch einen entscheidenen Einfluß auf die Erkennbarkeit der Cluster. Je
nachdem, welche der Attribute den Achsen zugeordnet sind, sind die Cluster mehr oder weniger
gut zu erkennen. Die Visualisierungen in Abb. 14b und Abb. 15 unterscheiden sich nur in der
Zuordnung von Attributen zu den Achsen. Die Achsenanordnung bietet im allgemeinen mehr
Information als die Spiralanordnung (vgl. Abb. 14), jedoch müssen zunächst geeignete Attribu-
te für die Zuordnung zu den Achsen gefunden werden. Dies ist insbesondere bei Daten mit einer
hohen Dimensionalität nicht immer einfach. Ein Nachteil der Achsenanordnung ist, daß die An-
zahl der Datensätze, die visualisiert werden können im allgemeinen geringer ist. Im Extremfall
sind zwei gegenüberliegende Quadranten leer (vgl. Abb. 16b), was bedeutet, daß nur halb so
viel Datensätze wie bei der Spiralanordnung dargestellt werden können (Achsenanordnung in
Abb. 16 ist verkleinert).

In Abb. 17 und Abb. 18 vergleichen wir alle drei Visualisierungstechniken. Zu diesem Zweck
benutzen wir zwei achtdimensionale Testdatenmengen, die gleiche Clustereigenschaften haben,
aber aus einer unterschiedlichen Anzahl an Datensätzen bestehen. Die in Abb. 17 visualisierten
Testdaten bestehen aus 1.000 Datensätzen, die in Abb. 18 visualisierten aus 7.000 Datensätzen.
Die Spiral- und Achsenanordnung in Abb. 17 und Abb. 18 sind vergrößert, wohingegen die
Gruppenanordnung verkleinert ist (die Gruppenanordnung in Abb. 18 ist auf ca. 3% ihrer Ori-
ginalgröße verkleinert). Durch die Größe der Visualisierungen wird bereits deutlich, daß die
Gruppenanordnung nur für kleinere Datenmengen geeignet ist. Ein Vorteil der Gruppenanord-
nung ist jedoch, daß sie auch für Daten sehr hoher Dimension brauchbare Visualisierungen lie-
fert. Bei der Spiral- und Achsenanordnung stehen die Pixel für die einzelnen Dimensionen nur
durch ihre Position miteinander in Beziehung. Bei einer geringen Anzahl an Dimensionen ist es
für den Menschen relativ leicht, die Fenster miteinander in Beziehung zu setzen. Je größer die
Anzahl der Dimensionen jedoch wird, desto schwieriger wird es, die große Anzahl an Fenstern
zu überblicken und Korrelationen zwischen den Fenstern zu erkennen. Bei der Gruppenanord-

1. Die Qualität der gedruckten Version unserer Visualisierungen ist relativ schlecht im Vergleich zur Qualität
der Visualisierungen auf dem Bildschirm. Eigenschaften der Daten, die auf dem Bildschirm leicht zu erken-
nen sind, sind deshalb in der gedruckten Version zum Teil relativ schlecht erkennbar.



nung ist dies nicht notwendig und deshalb ist sie insbesondere für Daten höherer Dimension ge-
eignet. Das blaue Cluster beispielsweise, das in der Gruppenanordnung von Abb. 17 deutlich
erkennbar ist, ist in der Spiral- und Achsenanordnung nur relativ schlecht auszumachen. Eine
weitere Beobachtung beim Vergleich der Visualisierungen von Abb. 18 ist, daß die Cluster im
allgemeinen am deutlichsten in der Achsenanordnung zu erkennen sind. In vielen Fällen liegen
die Cluster vollständig in einem der Quadranten (zum Beispiel das braune Cluster im Fenster
für Dimension 8 in Abb. 18), was zusätzlich Rückschlüsse auf die Lage des Clusters bezüglich
der den Achsen zugeordneten Attribute erlaubt.

Bei der Exploration unbekannter Daten ist es sinnvoll, zunächst mit der Spiralanordnung zu be-
ginnen, um einen Überblick über die Daten zu bekommen. Hat man einen ersten Eindruck und
insbesondere eine Idee, welche Dimensionen den Achsen zugeordnet werden sollen, so kann
man mit Hilfe der Achsenanordnung eine detailliertere Analyse vornehmen. Die Gruppenan-
ordnung kann dann in einem späteren Schritt für eine gezielte Analyse kleinerer Datenmengen
verwendet werden. Datenexploration mit Hilfe unseres Anfrage- und Visualisierungssystems ist
ein interaktiver Vorgang, der mit Hilfe von Abbildungen nur zum Teil beschrieben werden
kann. Unser Datenbankvisualisierungssystem bietet zahlreiche Optionen, die die Interaktivität
unterstützen. Beispiele sind die Optionen, die Datenwerte für ausgewählte Pixel oder Farbbe-
reiche liefern, und die Slider zur Reduktion der Datenmenge. Details sind in [Kei 94], zum Teil
auch in [KKS 94] zu finden.

Um die vorgestellten Datenexplorations- und Visualisierungstechniken möglichst effektiv nut-
zen zu können, ist es notwendig, eine globale Strategie zur Datenexploration zu haben. Einige
aus der intensiven Benutzung des Systems stammenden Erfahrungen sollen im folgenden kurz
beschrieben werden: Ist nichts über die Daten bekannt, so empfiehlt es sich, mit dem Ursprung
des Koordinatensystems als Anfrageregion zu beginnen, wobei alle Dimensionen das gleiche
Gewicht haben. Der folgende Datenexplorationsprozeß ist weitgehend durch das visuelle Feed-
back bestimmt, das der Benutzer durch die Visualisierungen erhält. Erhält der Benutzer nämlich
Hinweise auf Korrelationen, funktionale Abhängigkeiten oder sonstige Cluster, so wird er ver-
suchen, mit Hilfe des Systems diese Hypothesen zu überprüfen. Für diesen Zweck kann der Be-
nutzer beispielsweise die Anfrageregion oder die Gewichtung der Dimensionen verändern. Falls
in den Visualisierungen jedoch keine Hinweise auf interessante Eigenschaften der Daten er-
kennbar sind, so kann er einer beliebigen Dimension ein höheres Gewicht geben, die Farbinver-
tierungstechnik verwenden, den Prozentsatz der angezeigten Datensätze verändern oder eine an-
dere Anfrageregion verwenden. In dieser Aufzählung wurden die Möglichkeiten, die unserer
Erfahrung nach das beste Aufwand-Nutzen-Verhältnis haben, zuerst aufgeführt.

5. Zusammenfassung und Ausblick

Visualisierungstechniken können bei der Exploration und Analyse sehr großer multidimensio-
naler Daten hilfreich sein, um interessante Daten und ihre Eigenschaften zu finden. Unser
Ansatz der Datenexploration zielt auf eine adäquate Unterstützung des Menschen durch den
Computer ab und kombiniert Datenbankanfrage- und Information Retrieval-Techniken mit neu-
artigen Visualisierungstechniken. Die Anzahl der Datenwerte, die zu einem Zeitpunkt am Bild-
schirm dargestellt werden können, ist dabei nur durch die Auflösung des Bildschirms be-
schränkt. Verschiedene Varianten unserer Visualisierungstechniken unterstützen den Benutzer
in den verschiedenen Phasen des Datenexplorations-Prozesses. Für Vergleich und Bewertung
unserer Techniken werden künstlich erzeugte Testdaten verwendet, die entsprechend eines sy-
stematischen Testdaten-Modells generiert wurden.



Für die Entwicklung verbesserter Visualisierungstechniken ist eine systematische Analyse der
existierenden Techniken im Hinblick auf ihre Möglichkeiten und Grenzen sowie ein detaillierter
Vergleich der Techniken notwendig. Insbesondere ist ein Vergleich unserer Techniken mit an-
deren Visualisierungstechniken, die sich für größere Datenmengen eignen (z.B. die ‘parallel
coordinates’- und ‘stick figure’-Technik), notwendig. Es ist beispielsweise zu untersuchen, wel-
che Arten von Korrelationen, Clustern, funktionellen Abhängigkeiten, usw. in den durch die
verschiedenen Techniken erzeugten Visualisierungen ‘erkennbar’ sind. Dabei spielen die be-
trachteten (realen oder künstlich erzeugten) Testdaten ebenso eine Rolle wie psychologische
Fragen der Wahrnehmung (perception).

Ein weiterer Untersuchungsgegenstand ist die effiziente Unterstützung unseres Visualisierungs-
systems durch die unterliegenden Datenbanksysteme. Wie erste Untersuchungen zeigen
[Kei 94], eignen sich heute kommerziell verfügbare Datenbanksysteme nur sehr beschränkt, Vi-
sualisierungstechniken wie die oben beschriebenen zu unterstützen. Datenbanksysteme unter-
stützen zwar hohe Transaktionsraten und die schnelle Suche nach exakt spezifizierten Daten,
bieten aber nur unzureichende Performanz für Bereichsanfragen, die sich auf mehrere Attribute
beziehen. Solche Anfragen erfordern eine schnelle multidimensionale Suche, die im allgemeinen
nur unzureichend unterstützt wird. Ein weiteres Problem ist, daß in heutigen Datenbanksystemen
jede Anfrage separat bearbeitet wird. Es gibt keine Möglichkeit, für eine Folge von Anfragen, die
sich nur wenig von einander unterscheiden, nur den sich ändernden Teil der Antwortmenge zu
erzeugen. Dies wirkt sich besonders negativ auf die Interaktivität unseres Visualisierungssy-
stems aus. Zusätzlich ist es für unsere Visualisierungstechniken erforderlich, auf sämtlich Teil-
ergebnisse für jedes Attribut bzw. für jede Teilanfrage zugreifen zu können. Auch dies wird von
heutigen Datenbanksystemen nicht oder nur unzureichend unterstützt. Zusammenfassend kann
man sagen, daß bei der Entwicklung einer sekundärspeicherbasierten Version des Systems, ba-
sierend auf einem kommerziell verfügbaren Datenbanksystem, noch eine Reihe interessanter
Probleme gelöst werden müssen.
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Abb. 9: Visualisierung von Clustern unterschiedlicher Dimensionalität

a. Vierdimensionale Cluster b. Fünfdimensionale Cluster

Abb. 10: Effekt geänderter Gewichtungsfaktoren
a. Höheres Gewicht für Attribut 2 b. Höheres Gewicht für alle Clusterattr.

Abb. 11: Cluster mit verschiedenen Datenverteilungen

a. Anfrageregion [0, 10] b. Anfrageregion [4900, 5000] c. Höheres Gewicht für Dim. 2

Abb. 12: Cluster mit funktionalen Abhängigkeiten
a. Höheres Gewicht auf Dim. 1 b. Höheres Gewicht auf Dim. 2-3 c. Höheres Gewicht auf Dim. 1-3



Abb. 13: Effekt der Farbinvertierung

a. Höheres Gewicht auf Dim. 1 b. Höheres Gewicht auf Dim. 2-3 c. Höheres Gewicht auf Dim. 1-3

Abb. 14: Vorteil der Achsenanordnung

b.a.

Abb. 15: Auswirkung verschiedener Zuordnungen von Attributen zu den Achsen

b.a.

Abb. 16: Nachteil der Achsenanordnung

b.a.



Abb. 17: Achtdimensionale Daten (1.000 Datensätze)

c. Gruppenanordnung

a. Spiralanordnung
b. Achsenanordnung



Abb. 18: Achtdimensionale Daten (7.000 Datensätze)

c. Gruppenanordnung

a. Spiralanordnung b. Achsenanordnung
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