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Ozetce —Bu cahsmada, belirli bir alana 6zgii ciimlelerin
otomatik olarak etiketlenmesi icin bir yontem bulmayr hedef-
lemekteyiz. Egitim veri setimiz, bir firmanin miisteri temsilci-
leriyle, internet sitesi ziyaretcileri arasinda gerceklesen sohbet
goriismelerinden elde edilen kisa konusma ciimlelerinden olus-
maktadir. Yaklasik 14 bin adet ziyaretci girisini teker teker
etiketleyerek, daha sonra anlamh bir diyalog iiretebilecek bir
sohbet robotu (chatbot) uygulamasi gelistirmek amaciyla kul-
lanllacak olan doniistiiriicii tabanh, dikkat mekanizmal bir
dil modelinde kullamilmak iizere on temel kategoriye ayirdik.
Uc farkh giincel modeli ele alarak otomatik etiketleme ka-
biliyetlerini karsilastirdik. En iyi sonucu transformatérlerden cift
yonlii kodlayic1 gosterimleri mimarileri (BERT) ile elde ettik.
Deneylerde kullamlan model uygulamalari GitHub depomuz-
dan klonlanarak benzer otomatik etiketleme problemleri icin
kolaylikla test edilebilir.

Anahtar Kelimeler—otomatik etiketleme, dogal dil isleme,
doc2vec, LSTM, BERT.

Abstract—In this study, we aim to find a method to auto-
tag sentences specific to a domain. Our training data comprises
short conversational sentences extracted from chat conversations
between company’s customer representatives and web site vis-
itors. We manually tagged approximately 14 thousand visitor
inputs into ten basic categories, which will later be used in a
transformer-based language model with attention mechanisms
for the ultimate goal of developing a chatbot application that can
produce meaningful dialogue. We considered three different state-
of-the-art models and reported their auto-tagging capabilities.
We achieved the best performance with the bidirectional encoder
representation from transformers (BERT) model. Implementation
of the models used in these experiments can be cloned from our
GitHub repository and tested for similar auto-tagging problems
without much effort.

Keywords—auto-tagging, natural language processing, doc2vec,
LSTM, BERT.

1. Giris

Son yillarda, derin 6grenme literatiiriinde oldugu gibi,
onun bir alt bagligi olan dogal dil igleme (NLP) alaninda
da meydana gelmekte olan gelismeler sayesinde, dilden dile
ceviri, anlamsal analiz ve metin siniflandirma gibi problemlerin
¢coziimiinde onemli ilerlemeler kaydedilmistir.

Mikolov vd. tarafindan gelistirilen word2vec yontemi [I]
ile kelimeler ciimle icerisinde diger kelimelerle birlikte kul-

lanilma siralar1 ve olasiliklarini temsil eden ve kelime gomme
olarak adlandirilan ¢ok boyutlu sayisal yoneyler seklinde gos-
terilebilmektedir. [2] ve [3] gibi caligmalarda kelime gomme
tabanli metin siiflandirma yontemleri onerilmistir.

Yine Mikolov vd. tarafindan, word2vec’e paralel olarak
gelistirilen doc2vec yontemi [4] ile ciimle ve paragraflari
da bir yoney seklinde gosterebilmek miimkiin olabilmektedir.
Doc2vec, bir siniflandirma yontemi ile birlikte, bir dokiiman
siniflandirma modeli olarak da kullanilabilmektedir.

Tang vd., [5] calismasinda Twitter’dan alinmig ciimlelerin
siniflandirilmasinda uzun-kisa vadeli bellek (LSTM) mod-
elinin kullanilmasinin soézdizimsel ayristiricilardan ve harici
duyarlilik sozliiklerinden daha iyi performans gosterdigini or-
taya koymuslardir.

Ayata vd., [6] calismasinda 2017 Twitter’da yazilmis
metinlerin, kelime gomiileri modeli ile olusturulan vektorlerin,
destek vektor makinesi ve rastgele orman simiflandirma mo-
delleri kullanilarak sektorel bazda simiflandirilmasi ¢aligmasini
gerceklestirmiglerdir.

Ertugrul vd., [7] ¢alismasinda metin verilerinden olugan
film konu ozetleri ile film siniflandirmasi yapmak i¢in, clim-
lelere ait gomme yoneyleriyle ,¢ift yonlii LSTM (bi-LSTM)
modelini egiterek elde ettikleri sonuclarin, tekrarlayan sinir
aglar1 ve lojistik regresyon ile karsilagtirildiginda bu modelin
daha iyi oldugunu gostermislerdir.

Ciftci vd., [8] calismasinda Lojistik Regresyon ve Naive
Bayes gibi analiz yontemleri ile LSTM yontemini, Tiirkce
duygu analizi alaninda kargilagtirmis ve LSTM yoOnteminin
daha iyi sonug verdigini gostermislerdir.

Gectigimiz bir kac sene igerisinde, ¢ok daha giincel bir
model olan BERT [9] dogal dil islemede farkli problemlerin
¢Oziimiinde cok tercih edilen bir dil modeli olmugtur. BERT
modelinin duygu analizi i¢in kullanimina yonelik [10] ve [11]
gibi giincel ¢aligmalar mevcuttur.

Biz de bu calismada AdresGezgini A.S. firmasinin (kisaca
firma olarak adlandirabiliriz) internet sitesini ziyaret eden
ziyaretcilerle firmanin miigteri temsilcileri arasinda gercek-
lesen sohbet yazigmalarini ele aldik. Bu yazigsmalarda sayfa
ziyaretgilerinin gerceklestirdigi sorgular1 anlamlandirabilmek
adina bu ciimleleri manuel olarak etiketleyerek yukarida drnek-



lerine degindigimiz doc2vec, LSTM ve BERT ile kurgu-
ladigimiz ii¢ adet siiflandirma modelini bu veri ile egittik.
Doc2Vec ve LSTM modellerini, ¢ok daha giincel bir yontem
olan BERT modeli ile kiyasladik.

II. KULLANILAN VERI SETI

2014 ve 2020 yillar1 arasinda firma web sitesindeki sohbet
arayiizii yardimi ile miisteri temsilcileri ve site ziyaretcileri
arasinda gergeklestirilen sohbet yazigmalar1 detayli bir sek-
ilde incelenerek diizgiin diyalog formatinda ilerleyen 13794
adet sohbet goriismesi belirlendi. Daha sonra, bu goriigmel-
erde ziyaretciler tarafindan gerceklestirilen girdi climleler
ayrigtirilarak on tanimli 10 adet kategori ile manuel olarak
etiketlendi. Dijital reklam alaninda hizmet veren firmamiza
gelen sorular genellikle farkli platformlarda reklam vermek,
web sitesi tasarimi yaptirmak, seo v.b. dijital reklamcilik
hizmetleri ile ilgili olmaktadir. Kategorilerle etiketledigimiz
bazi 6rnek ciimleler Tablo I’de goriilebilir.

TABLO I: ORNEK CUMLELER VE ESLESTIRILMI$ ETIKETLER

[ Etiket
Kategori 0

[ Ornek Ciimle ]

sitemin trafigini arttirmak icin reklam vermeyi diisiinityorum
internet iizerinden reklamlar vermek istiyorum

farkli yerlerden nasil reklam verebiliyoruz

bizim internet sayfamiz yok nasil web adresi verebilirim
sirketim icin web sitesi yaptirmak istiyorum

web tasarimi yaptiracagim yardimci olabilir misiniz
google sirket reklami vermek istiyordum

google iizerinden reklam verecegim

arama sonuglarinda st sirada ¢ikmak istiyorum

facebook reklamlarini kullanmak istiyoruz

sirketim i¢in facebookta tanitim yapacagim

facebook reklam vermek istiyorum

magazamin stagram hesabi icin reklam vermeyi diisiiniiyorum
instagram reklamlari hakkinda bilgi alacagim
instagramda nasil tamtim yapabiliriz

youtube iist sirada ¢ikmak icin reklam vermek istiyorum
youtube reklam nasil oluyor

internetten youtube a reklam agacagim

seo hizmetiniz hakkinda bilgi verebilir misiniz

siteme seo yaptiracagim

parayla seo yapiyor musunuz

benimle iletisime gecer misiniz

miisteri temsilcisiyle goriisecegim

beni arar misinz hemen

iyi giinler ditkkanimi haritaya kaydetmek istiyorum
google harita kayd: nasil yapiliyor

igletme harita kayd: olusturacagim

iicretlendirme politikamz hakkinda bilgi almak istiyordum
fiyatlar hakkinda bilgi alabilir miyim

reklam iicretleriniz ne kadar

Kategori 1

Kategori 2

Kategori 3

Kategori 4

Kategori 5

Kategori 6

Kategori 7

Kategori 8

Kategori 9

Etiketlere gore elimizdeki verinin dagilimi Sekil 1’de
goriilmektedir. Sekilden de goriilecegi iizere, veri setinin
etiketlere gore dagilimi bilyiik oranda diizensiz bir yapidadir.
Toplam veri setinin %30 luk kismini test icin ayirarak, 9651
adet egitim verisi veri ile bir sonraki boliimde detaylarini
verecegimiz yontemleri inceledik.

III. ONERIiLEN YONTEMLER
A. Doc2Vec Yontemi

Mikolov’un [4] ¢alismasinda Onerilen doc2vec yontemi,
verilen bir yazi kiilliyati kullanilarak, yazi kiilliyat: icerisindeki
kelimelerin, ciimlelerin, paragraflarin bir araya gelme sekilleri
gozetilerek gerceklestirilen olasilik hesaplari, verilen kiilliyat
icerisindeki yazi Orneklerini, tipki kelime gomiilerinde [I]
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Sekil 1: Veri setindeki orneklerin etiketlere gore dagilim
grafifi. Grafikten de goriilecegi iizere veri dafilimi biiyiik
oranda diizensizdir.

oldugu gibi ¢ok boyutlu sayisal bir yoney seklinde gostere-
bilmemizi saglamaktadir.

Calismamizda biz egitim veri kiimesini kullanarak bir
doc2vec model egitimi gerceklestirdik. Sonug olarak her ciimle
ornegi i¢in elde ettigimiz kelime gommelerini de ¢ok kategorili
yapisal bagmti (multi nominal logistic regression (MNLR))
siniflandirma modelini egitmek icin kullandik.

Doc2vec modeli egitilmeden Once veri seti nokta-
lama isaretlerinden arindirilmig, biiyiik harfler kiigiik harfe
doniistiirilmiis, NLTK kiitiiphanesi kullanilarak etkisiz ke-
limeler (stop words) kelimeler atilmustir. flgili veri seti ile
birlikte kullanildiginda bu modelin basariminin diisiik oldugu
gozlemlenmigtir.

B. LSTM Yontemi

Ik olarak Hochreiter vd. tarafindan [12] calismasinda
onerilen uzun-kisa vadeli bellek (LSTM) mimarisi, verilerdeki
zamansal bagintilarin d8renilmesi acisindan onemli bir igleve
sahiptir.

Bu model kullanilirken, veri setimizde yaygin kullanilan
6872 farkli kelime belirlenmis ve her biri bir tamsay: ile
eslestirilmigtir (tokenization). Veri setindeki en uzun ciimlenin
kelime sayisint (250) goz Oniinde bulundurularak daha kisa
ciimleleri < BO > (< PAD >) etiketi le isaretleyerek, 250
uzunlugunda egitim girdileri elde ettik. Egitim girdilerimizdeki
sayilarin ifade ettigi kelimeleri 100 boyutunda bir gomme
yoneyine doniistiirecek olan gomme katmanini bir seyreltme
(dropout) katmanmi ardindan LSTM katmanina baglayarak bu
mimariyi, girdilerimize karsilik gelen etiket bilgisi ile birlikte
egittik. Yaklasik 5 milyon parametreden olusan bu mimarinin
basariminin bir sonraki boliimde agiklayacagimiz model olan
BERT modelinden daha kétii fakat doc2vec modelinden daha
iyi oldugu gozlemlenmistir.

C. BERT Yontemi

Devlin vd. [9] caligmast ile dogal dil isleme literatiiriine
yakin bir zamanda giren doniistiiriicii (transformer) tabanl bir
dil modeli olan BERT, farkli problemlerin ¢6ziimii i¢in 6nceki
modeller yerine tercih edilmeye baslamistir. Biz de calis-
mamiz kapsaminda gerceklestirmeye calistigimiz siniflandirma
problemi icin Boliim III-A ve III-B’de sirasiyla anlattigimiz
Doc2Vec ve LSTM yontemleri ile birlikte BERT modelinin
de bagarimim test ettik. BERT ile kurulan ¢dziim yontemleri
onceden egitilmis bir model gerektirdigi i¢in bu yaklagim
o0grenme aktarmasi (transfer-learning) olarak diisiiniilebilir. Bu
duruma istinaden biz de, Tiirkce dilinde Onceden egitilmig



olan BERT-BASE-TURKISH-UNCASED modelini [13] ter-
cih ettik. Bu model yaklagitk 35GB’lik oldukg¢a biiyiik bir
Tiirkce kiilliyat ile egitilmistir. Modelin Tiirk¢e dilinde NLP
alaninda bagarili sonuglar alan ince ayar yapilmis (fine-tuned)
modelleri bulunmaktadir. Biz de kendi veri setimiz ile gercek-
lestirdigimiz bir ince ayar agsamasindan sonra modeli kendi
simiflandirma problemimiz i¢in denedik. Bir sonraki bolimde
de gosterecegimiz iizere en iyi test basarimini da bu model ile
elde ettik.

IV. UYGULAMA SONUCLARI

Bolim ’de tanimimi yaptigimiz siniflandirma problemini,
Bolum III’de anlatti§imiz ii¢ yontem ile ¢cozmeye calistik.
Bu boliimde denedigimiz yontemlerin sinmiflandirma basarim-
larm kargilagtiracagiz. Yontemlerin siniflandirma basarim-
larint Sekil 2’de hata dizeyi (matrisi) ve Tablo II'de tablo
olarak gosterdik. Basarim hesaplarini, egitim ve test veri
seti i¢in ayr1 ayn gerceklestirdik. Bununla birlikte kategorik
simiflandirma problemlerinde basarimi Slgmek icin kullanilan
F1 metrigini de, her etiket sinifi icin ayr1 ayr1 hesapladik.
Her ne kadar, ikili simiflandirma yontemlerinin bagarimlarini
gostermek ic¢in tek bir F1 skoru hesaplanmasi yeterli olsa da,
buradaki gibi ¢oklu siiflandirma durumlarinda, F1 skorunun
her bir sif igin ayr1 ayri hesaplanmasi gerekmektedir. Bu
durumda genel bir F1 skoru hesaplamak i¢in iki temel yon-
tem kullanilmaktadir. Sayet, veri setindeki Ornek sayisi her
bir grup icin yaklasik esit diizeylerde ise her bir siif igin
hesaplanmis olan F1 skorlarinin aritmetik ortalamasi bir metrik
olarak kullanilabilmektedir, Tablo II’de bu skoru ortalama F1
skoru olarak gosterdik. Ancak buradaki gibi ornek sayisinin
dagiliminin diizensiz oldug: veri setleri icin her etiket sinifi icin
hesaplanan F1 skorunun 6rnek sayisi baz alinarak hesaplanan
bir agirlikli ortalamasimi almak ¢ok daha dogru bir sonug
vermektedir. Tablomuzda bu skoru agirlikli ortalama F1 skoru
olarak gosterdik.

Doc2Vec yontemi, her ne kadar uzun ciimlelerin ve
paragraflarin anlamsal olarak siniflandirilmasinda bagarili bir
yontem olsa da, buradaki gibi kisa konugsma ciimlelerinin
siniflandirilmasinda diisiikk performans gostermistir. Yontemin
egitim ve test veri setleri i¢in hesaplanan dogruluk oranlart
yilizde 60 dolaylarinda ¢ikmigtir. Yine benzer sekilde F1 skor-
lariin, 6zellikle agirlikli F1 skoru degerinin ¢ok diisiik oldugu
gozlemlenmigtir.

Bolim III-B’de bahsettigimiz LSTM yontemi dahilinde
onerilen mimari, ilgili problemin ¢6ziimiinde Doc2Vec yon-
temine gore cok daha iyi oranlarda dogruluk sonuglari ver-
mistir. Ogrenme egrilerinin ilk 10 doénem (epoch) icin seyri
Sekil 3’te goriilebilir. Calismamizda kullanilan dier yontem-
ler bu problem o6zelinde 3 iterasyondan fazla egitime gerek
duymadig1 i¢in 6grenme egrileri sadece bu model i¢in pay-
lagilmigtir. LSTM modeli i¢in hesaplanan iki F1 skoru icin
de gorece yiiksek degerlere ulagmistir. Ancak tablodan da
goriilecegi iizere, daha giincel bir yontem olan BERT ile
kurgulanan ve onceden egitilmig bir BERT modelinin ince
ayar yapilarak [13] kullanildig1 yontem en yiiksek dogruluk
degerine ulagmistir. Her ne kadar LSTM yontemi egitim veri
seti icin BERT ile yaklagik ayn1 dogruluk degerlerine erigse de,
BERT yontemi test veri setinde daha basarili olmustur. Buna
bagl olarak da F1 skorlarinda da diger iki yonteme gore en
iyi sonuclart vermistir.

Yontemlerin her bir etiket i¢in basarimlarmin ayri ayr
gosterilmesi adina, F1 skoru hesabinda kullanilan hata dizey-
leri incelendiginde, yontemlerin birbirine gore basarim oran-
lar1 gorsel olarak gozlemlenebilmektedir. Sekil 2’de her bir
yontem i¢in cizdirdi§imiz hata dizeyleri incelendiginde, daha
yiiksek bagarimlar daha koyu renklerle gosterildiginde, BERT
yonteminin hata dizeyinin kogegeni dogrultusundaki degerlerin
daha yiiksek degerlere, dolayisi ile daha koyu renklere sahip
oldugu goriilmektedir. Tablo II’de gosterdigimiz agirlikli F1
skorlarindan da gormiis oldugumuz gibi, BERT yontemi her
bir etiket grubu icin en yiiksek dogruluk oranina sahip yontem
olmustur.

V. SONUCLAR

Kisa ciimlelerin siniflandirilmasi, benzer kelimeler icer-
meyen climleler icin geleneksel yontemlerle kolaylikla gercek-
lestirilebilmektedir. Cok benzer kelimeler iceren kisa ciim-
lelerin ait oldugu farkli kategorileri dogru sekilde siniflandira-
bilmek i¢in derin 6grenme yontemlerine basvurmanin dogru
bir yaklagim olabilecegi tespit edilmistir. Bu noktada yapilan
analizler BERT ile yapilan siniflandirma iglemlerinin incelenen
diger yontemlerden daha yiiksek dogruluk oraniyla bu iglemi
gerceklestirebildigini ortaya koymustur. ilerleyen calismalarda
ayni modellerin ¢ok daha fazla kategoride ve farkli uzunluklar-
daki ciimleler ve ciimle gruplar ile performansi karsilastirila-
bilir.

Calismamizda gerceklestirdigimiz kodlama caligmalari igin
python dilini ve ilgili kiitiiphanelerinin yanisira diizenleme
ve derleme igin Jupyter Notebook uygulamasini kullandik.
Bu kodlar ilgili GitHub depomuzdan [14] klonlanarak benzer
otomatik etiketleme problemleri icin kolaylikla test edilebilir.
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Sekil 2: Boliim III'te anlattigimiz modellere ait hata dizeylerinin renklendirilmis gosterimleri. Koyu renkler daha iyi basarim
ylizdelerini temsil etmektedir. (a) Bolim III-A’da anlatilan Doc2Vec yonteminin hata dizeyi. (b) Bolim III-B’de anlatilan LSTM
yonteminin hata dizeyi. (¢c) Boliim III-C’de anlatilan BERT yonteminin hata dizeyi.

TABLO II: ONERILEN YONTEMLERIN DOGRULUK KARSILASTIRMASI

[ Yontem [ Egitim Dogrulugu | Test Dogrulugu | Ort.F1 Skoru [ Ag.Ort.F1 Skoru |
Doc2Vec + MNLR (Bolim III-A) 0.67 0.64 0.60 0.28
LSTM (Bolim II1I-B) 0.97 0.90 0.90 0.80
BERT (Bolum I1I-C) 0.97 0.93 0.93 0.87
Kayip Degeri Dogruluk OGgrenme Egrisi
1.4 4
1.2 A
1.0 A
0.8 1
0.6
0.4 1
0.2 1
o 1 2 3 4 5 & 1 8 o 1 2 3 4 5 & 1 8
(a) LSTM Yonteminin Kayip Egrisi (b) LSTM Yonteminin Dogruluk Egrisi

Sekil 3: Boliim III-B’de anlattigimiz LSTM modelinin 10 donemlik egitimi sonucunda elde edilen egriler. (a) Kayip degerinin
donem ile degisimini egitim ve test veri setleri icin gosteren egri (b) Dogruluk degerinin donem ile degigimini egtim ve test veri
setleri icin gosteren egri.
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