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Resumo. O tempo de duragdo do ciclo de vida no aprendizado por meio de redes
neurais profundas depende do acerto em decisdes de configuracdo de dados que le-
vem ao sucesso na obten¢do de modelos. A andlise de hiperpardametros e dados da
evolugdo da rede permite adaptagées que diminuem o tempo de duragdo do ciclo de
vida. No entanto, hd desafios ndo apenas na coleta de hiperparametros, mas também
na modelagem dos relacionamentos entre esses dados. Este trabalho apresenta uma
abordagem centrada em dados de proveniéncia para enfrentar esses desafios, pro-
pondo uma coleta com flexibilidade na escolha e representacdo de dados a serem
analisados. Experimentos com a abordagem junto ao Keras, usando uma aplicacdo
real com uma rede neural convolucional, ddo evidéncias da flexibilidade, eficiéncia
da coleta de dados, andlise e validacdo dos dados da rede.

Abstract. The duration of the life cycle in deep neural networks depends on the data
configuration decisions that lead to success in obtaining models. Analyzing hyper-
parameters along the evolution of the network’s execution allows adapting the data,
thus reducing the life cycle time. However, there are challenges not only in collec-
ting hyperparameters, but also in modeling the relationships between these data. This
work presents a provenance data based approach to address these challenges, propo-
sing a collection mechanism with flexibility in the choice and representation of data
to be analyzed. Experiments of the approach with Keras, using a real application pro-
vide evidence of the flexibility, the efficiency of data collection, the analysis and the
validation of network data.

1. Introducao

Nos ultimos anos, a comunidade cientifica tem presenciado um aumento na populari-
dade de aplicacOes em técnicas de aprendizado profundo (i.e., Deep Learning ou AP)
[Gharibi et al. 2019, Miao et al. 2017], incluindo as PINNs, redes neurais profundas guiadas
pelas leis da Fisica na solucdo de problemas em ciéncia computacional [Raissi et al. 2017].

*Este trabalho foi realizado com apoio da Coordenacdo de Aperfeigoamento de Pessoal de Nivel Superior -
Brasil (CAPES) - Cédigo de Financiamento 001, CNPq, FAPER]J e INRIA.
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AP € o termo usado para denotar o problema de treinar redes neurais profundas e permitir
inferéncias, como a rede neural convolucional (CNN) [Badan and Sekanina 2019]. O treina-
mento das CNNs busca pela configuracdo de uma série de hiperparametros (p. ex., taxa de
aprendizado, batch size, nimero de épocas, momentum e dropout) que levem a validacao dos
resultados. As CNNs sdo particularmente sensiveis a definicdo de hiperparametros. Essas
definicdes dependem da evolucdo do comportamento dos dados, s6 conhecido durante ou ao
término da execugdo do treinamento. Adaptacdes a essas decisdes sao realizadas em um pro-
cesso de tentativa e erro até se atingir a validacao dos resultados [Zaharia et al. 2018]. A etapa
de treinamento torna o ciclo de vida da CNN computacionalmente custoso, cansativo € pro-
penso a erros. Apesar de solugdes de otimizagao automatica de hiperparametros, como o Cloud
Auto ML', e [Badan and Sekanina 2019], a analise de dados junto a configuragio é necessdria.
O uso de dados de proveniéncia [Moreau and Groth 2013] vem sendo proposto para contri-
buir para a flexibilidade da representacao e andalise de dados quando especializados para AP
[Breck et al. 2019, Caveness et al. 2020]. Uma vantagem no uso de dados de proveniéncia € a
padronizacao na representacdo de metadados e a derivacdo dos dados ao longo do treinamento
da CNN por meio do PROV-DM do W3C [Moreau and Groth 2013].

A avaliagdo das diversas configuracdes de hiperparametros exige que seja feita a relagdo
entre varios tipos de dados e metadados, p. ex., métricas como acuricia, dados do ambiente
computacional utilizado para o treinamento da CNN [Zaharia et al. 2018]. Solucdes de coleta
automadtica de dados para andlise tendem a ser pouco flexiveis quanto a escolha do que sera
coletado e principalmente sobre como esses dados sao analisados. Solucdes com flexibilidade
na coleta e andlise de dados de proveniéncia como em [Pina et al. 2019] exigem uma etapa de
modelagem que pode ser uma barreira para a adocao de ferramentas de proveniéncia.

Este artigo apresenta uma abordagem centrada em dados de proveniéncia, propondo um
mecanismo de coleta automaética, porém com flexibilidade na escolha de dados a serem coleta-
dos e analisados. A abordagem foi baseada na CNNProv [Pina et al. 2019] e implementada por
meio do Keras-Prov, uma extensio do Keras?, que é uma API que executa sobre a plataforma de
AP TensorFlow?. O objetivo do Keras-Prov é reduzir as acdes que o usudrio deve realizar para
a andlise de dados, em especial hiperparametros, durante o treinamento de CNNs. Ao adotar o
padrao W3C PROV-DM, o Keras-Prov prové uma representacdo de dados publica, extensivel e
adotada em diversos dominios de aplicacdo, o que facilita a interoperabilidade. O Keras-Prov
€ capaz de rastrear as transformagdes de dados e conjuntos de dados relacionados aos hiper-
parametros e métricas do treinamento da CNN de modo automético. O armazenamento dos
dados de proveniéncia e adaptacdes dos usudrios em configuragcdes em SGBDs permite que os
dados ao longo do treinamento sejam analisados globalmente. Por ser possivel estender o es-
quema da base de dados de proveniéncia, dados do dominio da aplicacdo podem ser modelados
e acrescentados a base de proveniéncia ao serem coletados ao longo do treinamento. Experi-
mentos realizados com a DenseED, uma aplicacio real de CNN densa guiada por leis da Fisica,
mostram a adequacdo do Keras-Prov para a andlise de hiperpardmetros de CNNs e o baixo
impacto no desempenho da API no Keras. Além desta introducdo, este artigo contém outras
quatro secoes. A Secdo 2 discute os trabalhos relacionados, a Secdo 3 apresenta a abordagem
Keras-Prov, a Secdo 4 os experimentos e, finalmente, a Secao 5 conclui este artigo.

'https://cloud.google.com/automl
’https://keras.io/
3www.tensorflow.org/
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2. Trabalhos Relacionados

H4 um crescente uso de dados de proveniéncia em aprendizado de mdquina (AM)
[Schelter et al. 2017, Tsay et al. 2018, Miao et al. 2017]. No entanto, ndo foram encontradas
abordagens que oferecam funcionalidades do Keras-Prov (i.e., utilizacdo de dados de pro-
veniéncia especificamente na fase de treinamento de CNNs, possibilidade de realizar a anélise
online, flexibilidade quanto a escolha do que vai ser coletado e a extensao para coleta de outros
dados, independéncia de portal, e com baixa sobrecarga). O ModelHub [Miao et al. 2017] é
um sistema para geréncia do ciclo de vida de redes neurais profundas cujo objetivo é armaze-
nar pesos de modelos em diferentes versdes, com foco no AP. O ModelHub possui um modelo
proprietério para representacdo dos metadados do treinamento da rede neural, o que dificulta a
interoperabilidade. A ferramenta Runway [Tsay et al. 2018] tem como objetivo a geréncia de
artefatos de AM e AP, como modelos, dados ou experimentos. A solucdo permite rastrear o
modelo e os dados desde o uso no treinamento até a implementacao, facilitando a reprodutibili-
dade. No entanto, além de ser uma solugdo proprietaria, € restrita a linguagem de programacgao
Python. [Schelter et al. 2017] propdem uma ferramenta automatizada para extrair os metada-
dos do modelo e apresentd-los com uma visualizacdo interativa para auxiliar na comparagao
de experimentos. Dessa forma, essa solu¢do concentra-se no rastreamento de metadados e na
proveniéncia dos dados de experimentacdo de AM. Porém, a abordagem proposta ndo utiliza
padrdes de representacdo, como o W3C PROV, afetando a interoperabilidade. Essas solugdes
preveem o uso de AM para aplicacdes de negocios. Keras-Prov herda os beneficios da DfA-
nalyzer [Silva et al. 2018] para acomodar dados cientificos junto a proveniéncia e execu¢do em
ambientes de processamento de alto desempenho, facilitando seu uso em PINNS.

3. Abordagem centrada em dados: Keras-Prov

O objetivo principal do Keras-Prov € reduzir o esfor¢o de adaptacdo do codigo para captura de
dados de proveniéncia (uma vez que o Keras nao captura tais dados de forma nativa) durante o
treinamento da CNN. O Keras foi escolhido por ser uma API de rede neural de codigo aberto
muito utilizada e com documentacdo disponivel. A arquitetura do Keras-Prov € apresentada
na Figura 1, e é composta de trés camadas: (i) Treinamento, (ii) Dados e (iii) Andlise. A ca-
mada de Treinamento é onde o Keras é executado e interage com bibliotecas de AP como o
TensorFlow e o Theano. E importante ressaltar que o Keras teve seu cédigo modificado para
capturar os hiperparametros mais comuns e enviar seus valores para o Extrator de Proveniéncia.
O Keras-Prov identifica automaticamente as transformagdes de dados no cédigo do usuério, os
hiperparametros e seus valores utilizados em cada treinamento, assim como as métricas coleta-
das. O Extrator recebe os dados assincronamente e os grava na camada de Dados. O banco de
dados de proveniéncia segue o esquema da Figura 3, que estende o Prov-Df [Silva et al. 2017].
A Figura 3 representa em termos dos conceitos Agente (Agent), Atividade (Activity) e Entidade
(Entity) do W3C PROV as transformagoes de dados do processo de treinamento das CNNs e os
hiperparametros. Além dos dados de proveniéncia, o modelo treinado também € armazenado
na camada de dados. O Visualizador de proveniéncia gera uma representacdo visual do grafo
de proveniéncia, de forma a facilitar a andlise por parte do usudrio. Tais componentes sdo ex-
tensiveis, de forma que diferentes bibliotecas de treinamento de CNNs podem ser acopladas
para capturar e armazenar hiperparametros e outros dados de treinamento.

Para utilizar o Keras-Prov € necessario que o usudrio defina no cédigo quais os hiper-
parametros devem ser capturados e armazenados, com base na lista disponibilizada, definindo
com o valor True ou False. O trecho de c6digo na Figura 2 define dados de configuracao da
DenseED.
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Figura 1: Arquitetura do Keras-Prov Figura 2: Codigo no Keras-Prov
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Figura 3: Modelo de Proveniéncia do Keras-Prov

4. Avaliacao Experimental

Utilizamos a DenseED [Freitas et al. 2020] como estudo de caso do Keras-Prov. A Den-
seED € uma PINN que usa uma CNN densa, como um modelo substitutivo para viabilizar a
quantificacdo de incertezas [Zhu and Zabaras 2018]. A DenseED tem como objetivo substituir
o célculo da migracao reversa no tempo (MRT) por um modelo treinado. Desta forma o célculo
da MRT que teria que ser realizado para cada distribui¢ao de probabilidade pode ser reduzido.

A instrumentacdo desta CNN utiliza as transformacgdes Treinamento, Adaptagdo e Teste.
Treinamento consome (used) o nome do otimizador, os hiperparametros taxa de aprendizado,
nimero de épocas e nimero de camadas da rede, e produz (wasGeneratedBy) um conjunto
de métricas que auxiliam na avaliacdo dos resultados obtidos durante o treinamento, p. ex., a
acurdcia, o valor da fun¢do de perda, o tempo decorrido e a data e hora do fim da execugdo
de cada época. Adaptacdo consome (used) o conjunto produzido pela transformacao anterior
(Treinamento), um conjunto de dados com informacdes para a adaptacao ocorrida e o conjunto
de dados de saida contém a nova taxa de aprendizado, o valor da época e a data e hora em
que a adaptacdo ocorreu, além de uma identificac@o para a adaptacdo. Teste prové dados sobre a
avaliacdo do modelo de acordo com o conjunto de dados de treinamento e tem como saida os va-
lores de acurdcia e da fun¢do de perda. Porém, nesse caso, foram acrescentadas transformacoes
para captura de informacoOes acerca das camadas encoder, decoder e dense block.

O Keras-Prov foi avaliado sob duas perspectivas: (i) sobrecarga introduzida com a cap-
tura de proveniéncia e (ii) capacidade de consulta aos dados de proveniéncia. Com o cédigo
da DenseED adaptado para a utilizacdo do Keras-Prov, foi realizado o treinamento variando-
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se o niumero de épocas, taxa de aprendizado, momentum, decay e o otimizador escolhido. As
execucoes foram feitas com 20, 50 e 100 épocas, a taxa de aprendizado foi variada com os valo-
res 0,0005, 0,001 e 0,002, o decay foi variado com os valores 0,0001 e 0,000001 e o momentum
foi variado com os valores 0,5 € 0,9. Cada configuracao de hiperparametros foi executada cinco
vezes e a média do tempo de execugdo foi considerada. O tempo de execugdo foi medido a
partir do inicio da aplicacdo até sua finalizacdo, o Keras-Prov ja estava inicializado antes da
execucdo da aplicagdo e o MonetDB ja estava com o schema definido (conforme Figura 3). O
desvio padrdo das cinco medigdes para as diferentes configuracdes de hiperparametros ficou
entre 0,009 e 0,265. A medi¢do da sobrecarga adicionada pelo Keras-Prov corresponde a um
aumento de menos de 2,5% (no pior caso) sobre o tempo total de treinamento da CNN.

O potencial analitico do Keras-Prov resulta do processamento de consultas na base de
proveniéncia. Foram executadas consultas para avaliar configuragdes de hiperparametros junto
aos dados de métricas sobre o treinamento das CNNs para o usudrio poder realizar os ajustes
com mais seguranca e confianca. Para as consultas da Figura 4 utilizamos a DenseED com o
otimizador Adam, 20 épocas e taxa de aprendizado 0,001. A consulta (a) mostra “Qual o valor
de perda para a DenseED com K=24 e L=4 no momento atual (época 200)?” e a consulta (b)
mostra “Qual o valor da funcao de perda (loss function) de cada época para as quatro primeiras
épocas da CNN DenseED?”. A medida que o treinamento progride, o usudrio continua reali-
zando consultas a base. Por exemplo, ao se chegar em 200 épocas, o usudrio decide finalizar a
execucdo, pois esses valores nao estdo satisfazendo seus critérios. Nesse caso, o usudrio altera
o numero de camadas no bloco denso para 8 e o treinamento segue com os novos dados que sao
armazenados na base de dados.

‘?) Qual o menor valor de perda e o niimero de camadas OGD Qual o valor de perda para cada época?

para valores de taxa de aprendizado = 0,001 e taxa de época | valorde perda
crescimento = 247 [
1 0,431
época valor de perda | num_camadas 2 0079
200 0,012 64 3 0,053
4 0,047

Figura 4: Consultas sobre o bloco denso = 4 junto as camadas encoder/decoder.

5. Conclusao

Este artigo tem como objetivo apoiar a fase de treinamento e otimizacao das CNNs ao registrar
informacdes relevantes a anélise de combinacdes de hiperpardmetros para reconfiguragdes. O
Keras-Prov € uma extensao a API Keras, que € utilizada por muitas bibliotecas de AP (p. ex.,
TensorFlow e Theano). Por meio do Keras-Prov, o usudrio ndo necessita de um grande esfor¢o
de adaptacdo de seu codigo para capturar dados de proveniéncia, a0 mesmo tempo que possui
flexibilidade para incluir novos dados a serem analisados e armazenados. O Keras-Prov foi ava-
liado com a CNN DenseED, um exemplo de uso de CNN por pesquisadores que ndo sdo da area
de ciéncia da computa¢ao, uma situagao que tende a aumentar e necessitar ainda mais de auxilio
na andlise e configuracdo de hiperparadmetros. Experimentos evidenciam a adequacgdo do uso de
proveniéncia nas atividades de andlise ao longo do treinamento de CNNs, incluindo extensdes
para redes densas, contribuindo para um padrao de esquema que permite ao usudrio consultar de
forma integrada os dados de proveniéncia associados aos dados usados no treinamento. Como
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trabalhos futuros, pretende-se estender o uso do Keras-Prov no apoio as redes neurais guiadas
pelas leis da Fisica e quantificacdo de incertezas, que assim como em AP, requerem um processo
analitico na criacdo de novos modelos.
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